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Streszczenie W pracy przedstawiono heurystyczny algorytm redukcji danych treningowych dia probleméw
uczenia maszynowego pod nadzorem oraz odkrywania wiedzy w oparciu o scentralizowane i rozproszone
zrodta danych. Proponowany algorytm wykorzystuje oryginalny mechanizm przeszukiwania wektoréw
uczacych i wybiera wektory referencyjne tworzac zredukowany zbidr treningowy. Liczba wektoréw
referencyjnych zalezy od wybranego przez uzytkownika wspotczynnika poziomu reprezentacji oraz
zaproponowanego w pracy wspotczynnika podobienstwa pomigdzy wektorami w zbiorze treningowym.
Algorytm redukcji danych wykorzystuje w procesie selekcji wektoréw referencyjnych algorytm uczenia
populacji nalezacy do grupy metod opartych na ewolucji populacji. W pracy przedstawiono réwniez wyniki
wybranych eksperymentéw obliczeniowych.

1 Wstep

Jednym z obszaréw zastosowan algorytméw redukcji danych jest uczenie maszynowe. Wszystkie algorytmy
uczenia maszynowego wymagaja zbioru danych treningowych. Zbior taki zawiera przypadki zwane réwniez
wektorami uczacymi, w sktad ktorych wchodza wektory wejsciowe sktadajace sie z atrybutéw oraz wartosci
wyjséciowe. Zwiekszenie efektywnosci uczenia w tym przypadku moze taczy¢ sie z pozostawieniem w zhiorze
danych treningowych tzw. wektorow referencyjnych i wyeliminowanie wektorow zawiergjacych bledy lub
szumy. Podawanie duzej ilosci wektoréw referencyjnych w procesie uczenia nie warunkuje wysokigj jakosci
klasyfikacji, a cz¢sto jedynie spowalnia proces uczenia [11]. Redukcja rozmiaru zbioru treningowego prowadzi
do skrécenia czasu potrzebnego na przeprowadzenie klasyfikacji oraz zmniegjszenia wymagan, co do zasoboéw
obliczeniowych. W efekcie, redukcja danych treningowych moze przyspieszy¢ proces uczenia przy jedno-
czesnym zachowaniu pozadanego poziomu jakosci klasyfikacji, a nawet polepszeniu jej jakosci. W zwiazku z
tym uzngje si¢, ze proces redukcji danych uczacych jest istotnym elementem procesu wstepnego przetwarzania
danych.

Znane algorytmy redukcji danych wybieraja wektory referencyjne obliczajac odlegtos¢ pomigdzy wektorami
w zbiorze danych treningowych. Przypadkami referencyjnymi staja si¢ wowczas wektory lezace w okolicach
centrow tworzonych przez wektory podobne. Algorytmy te wykorzystuja techniki grupowania (ang.:
clustering). Wariantem metod grupowania stosowanych w redukcji danych wejsciowych jest zmnigjszanie tzw.
rozdzielczosci danych. Inna grupa metod nalezaca do tzw. metod opartych na podobienstwie usuwa ze zbioru
treningowego k ngjblizszych sasiadow z dangj klasy wektoréw zaktadagjac, ze wszystkie wektory z sasiedztwa
beda i tak jednoznacznie klasyfikowane [9]. Istnigje jeszcze trzecia grupa metod redukcji danych. Algorytmy tej
grupy e€liminuja wektory treningowe testujac klasyfikator iredukujac sukcesywnie zbiér danych
wejsciowych [3].

O ile stosowanie redukcji danych treningowych moze przyspieszy¢ proces uczenia przy jednoczesnym
zachowaniu pozadanego poziomu jakosci klasyfikacji, o tyle zadna ze znanych metod nie gwarantuje doboru
wektoréw referencyjnych zmnigjszajacego btad uczenia. Co wiecgj problem wyboru wektoréw referencyjnych
pozostaj e ciagle aktywnym polem badan.

Drugim waznym obszarem zastosowan dla algorytmow redukcji danych jest eksploracja danych w roz-
proszonych zasobach informacyjnych, aw szczegdélnosci w rozproszonych bazach danych. klasyczne podejscie
do eksploracji danych zaktada operowanie na danych wejsciowych znajdujacych sie, w sensie fizycznym, w
tym samym migjscu. Powazne ograniczenie dla algorytméw eksploracji danych moze wynikaé z naturalnego
rozproszenia danych. Fizyczne rozproszenie danych jest obecnie naturalng cecha dla korporacji biznesowych,
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instytucji bankowych, ubezpieczeniowych, sektora rzadowego czy akademickiego. Stosowanie typowych dla
scentralizowanych zbioréw danych narzedzi i algorytméw eksploracji danych nie gwarantuje identyfikacji
uzytecznych wzorcow w srodowisku rozproszonych baz danych. W przypadku heterogenicznych zbioréw
danych uzycie tradycyjnych metod eksploracji danych moze by¢ nawet niemozliwe [12]. Zatem odkrywanie
wiedzy w oparciu o rozproszone zrodta danych jest waznym obszarem badawczym i jest postrzegane jako
bardzigj ztozony i trudny problem niz odkrywanie wiedzy z wykorzystaniem scentralizowanych zrédet danych
[20], [12].

Szeroko stosowane podejscie do odkrywania wiedzy ~w rozproszonych zbiorach danych zaktada
dwupoziomowe przetwarzanie: lokalne i globalne. Poziom lokany, nazywany rowniez poziomem lokalnej
decyzji, dotyczy przetwarzania i eksploracji danych w migjscu fizycznej lokalizacji danych [12]. Poziom glo-
balny dotyczy przetwarzania decyzji podejmowanych wczesniej na poziomie lokalnym.

Jedna z wyspecjalizowanych technik eksploracji rozproszonych zbioréw danych jest, tak zwane, meta-
uczenie nazywane réwniez rozproszonym uczeniem maszynowym [7]. Meta-uczenia obejmuje réwnolegte
budowanie na poziomie lokalnym niezaleznych klasyfikatorow, przy wykorzystaniu niezaleznych zbioréw
danych. Meta-uczenie prowadzi, na poziomie globalnym, do budowy meta-klasyfikatora integrujacego modele
niezaleznie zbudowanych klasyfikatoréw. Meta-uczenie dopuszcza stosowanie zarowno identycznych jak i réz-
nych pod wzgledem dziatania klasyfikatoréw na poziomie lokalnym [4], [12].

Inne podej$cie do odkrywania wiedzy w rozproszonych bazach danych dopuszcza zintegrowanie wszystkich
danych zawartych w niezaleznych rozproszonych zbiorach danych i utworzenie duzego zbioru danych [12].
Rozszerzeniem tej koncepcji jest integrowanie, na poziomie globalnym, referencyjnych wektoréw pocho-
dzacych z rozproszonych zbioréw danych. Podejscie to zaktada, na poziomie lokalnym, selekcje wektoréw
i utworzenie zhioru reprezentatywnego, ktory dziedziczytby cechy lokanych zbioréw danych. Dla tego
podejscia problem doboru odpowiedniel metody identyfikacji i selekcji wektorow referencyjnych jest prob-
lemem kluczowym [12].

W pracy zaproponowano heurystyczny algorytm redukcji danych IRA (Instance Reduction Algorithm) wy-
korzystujacy metode oparta na ewolucji populacji. Przeznaczeniem tego algorytmu jest selekcja wektorow
referencyjnych i utworzenie zbioru treningowego dla algorytmu uczenia maszynowego. W pracy algorytm
redukcji danych przedstawiono w dwoéch obszarach zastosowan: tradycyjnego uczenia maszynowego oraz
eksploracji danych w rozproszonym systemie baz danych. Ideg agorytmu IRA, oraz proponowane procedury
selekcji wektoréw referencyjnych oparte na wykorzystaniu algorytmu uczenia populacji oraz selekcji wektoréw
w rozproszonym systemie baz danych przedstawiono w czgsci 2 pracy. Efektywnosé i skutecznosé redukci
danych treningowych za pomoca algorytmu IRA potwierdzona eksperymentalnie. Zalozenia i plan
przeprowadzonego eksperymentu obliczeniowego oraz uzyskane wyniki przedstawiono w czesci 3. Ostatnia
Cze$¢ pracy zawierawnioski i wskazuje dalsze kierunki badan.

2 Algorytm redukcji danych

2.1 Ideaalgorytmu

Pierwotnie idea algorytmu redukcji danych zostata przedstawiona w pracy [1]. W pracy tej algorytm redukcji
danych przedstawiono jako narzedzie stuzace do eiminacji wektoréw nadmiarowych w zbiorze treningowym
przy jednoczesnym zachowaniu wiasciwego opisu problemu, utrzymaniu zadowalajacego, poziomu jakosci
klasyfikacji, a w niektdrych przypadkach zwigkszenia jakosci klasyfikacji, oraz zmnigjszeniu czasu uczenia sie
algorytméw opartych na sztucznej sieci heuronows.

Zadaniem algorytmu redukcji jest pozostawienie pewnej liczby przypadkéw z oryginalnego zbioru danych
treningowych T i utworzenie zredukowanego zbioru treningowego S. Algorytm opiera sie na wykorzystaniu
algorytmu uczenia populacji do wyznaczenia wektoréw referencyjnych i utworzenia zredukowanego zbioru
danych.

Proponowany w pracy algorytm redukcji danych przeznaczony jest do redukcji zbioréw treningowych
sktadajacych sie z wektoréw o atrybutach typu porzadkowego, liczbowego i mieszanego tj. opisanych zaréwno
w skali porzadkowse), liczbowej jak i nominalngj. Algorytm IRA nalezacy do klasy algorytmow tak zwanego
wsadowego przeszukiwania wektorow referencyjnych (por. [11]) i wymaga wykonania trzech nastepujacych
krokow:

- oObliczenie dla wszystkich wektorow z oryginalnego zbioru danych treningowego wartosci

wspbtczynnika podobienstwall;,

- podziat zbioru wektoréw treningowych na podzbiory wektoréw z identycznymi wartosciami

wspotczynnika podobienstwa,



Zastosowanie algorytmu redukgji danych w uczeniu maszynowym i eksploracji danych 41

- selekcjawektorow referencyjnych z kazdego podzbioru i usuniecie pozostatych wektoréw.

Niech N jest liczba przypadkéw w zbiorze T, n — jest liczba atrybutéw wektora wejsciowego oraz X={ x;}
(gdzie i=1,...,N, j=1,...,n+1) jest macierza o n+l-kolumnach i Nwierszach zawiergjaca wszystkie wektory
wejsciowe wraz z wartoscia wyjsciowa z T (n+1 element tablicy jest wartoscia wyjsciowa dla danego wektora
wejsciowego). Proponowany algorytm redukcji danych treningowych wykonuje pie¢ podstawowych etapdw:
Etap 1: Normalizacja wartosci atrybutéw poszczegolnych przyktadow w X do przedziatu [0, 1] oraz zaokragle-
nie ich do najblizszych wartosci catkowitych.

Etap 2: Obliczenie dla kazdego przypadku wspétczynnika podobienstwa l;:

n+1
I,= le/ s;,i=1, ... ,N, )

gdzie

s .=
J

-

Xpd=1, ont 1. )

i=1

Etap 3: Grupowanie wektoréw z X w t grup Y, (v=1,...,t) zawieragjacych wektory z identycznymi wspotczyn-
nikami |;, gdziet jest liczbg réznych wartosci |;.

Etap 4: Ustawienie wartosci wspotczynnika reprezentacji K, ktory okresla maksymalna liczbe wektoréw
uczacych jaka nalezy zachowa¢ w kazdej z t grup zdefiniowanych na etapie 3.

Etap 5: Wybor wektorow referencyjnych i utworzenie zbioru S Jezeli przez y, oznaczymy liczbe wektorow
w grupiev, v=1,....t, to wyboér wektoréw referencyjnych przebiega nastepujaco:

- Jezdiy<Ki K>1to S=91Y,

- Jedi y>K i K=1 to S = S{x}, gdzie x* jest wektorem w YV, dla ktorego odlegtosé

n ”,
d(xv,,uv)Z\/Z(xr—,uf)z jest minimalna, a ﬂV:LZ x" jest wektorem srednimw Y,
i=1 v j=1

- Jezdi y>Ki K>1to SS90 {x } gdzie x (=1,...,K) sa wektorami referencyjnymi wybranymi z Y,

przez algorytm PLA.

2.2 Algorytm uczenia populacji

Algorytm PLA uzyty do wyznaczenia wektorow referencyjnych nalezy do klasy algorytméw opartych na
ewolucji populacji [5]. Podstawowe zatozenia algorytmu PLA to: populacja startowa jest duzym zbiorem
dopuszczalnych rozwiazan (tzw. osobnikéw) wygenerowanych przy wykorzystaniu wybranego mechanizmu
losowego, proces uczenia populacji osobnikéw przebiega etapowo, w kolginych etapach uzywa si¢ coraz
bardzigl ztozonych metod uczenia (poprawy), do koleginych etapdw uczenia przechodza osobniki spetniajace
kryteria selekcji. W ten sposob liczebnos¢ populacji stopniowo zmnigjsza sie, a najlepsze rozwiazanie na etapie
finalnym traktowane jest jako rozwiazanie problemu.

W przypadku redukcji danych algorytm PLA dzieli wektory x¥ z Y, na K podgrup D,;, j=1....,K, dla ktérych
suma kwadratow odlegtosci euklidesowych migdzy kazdym wektorem x¥z (z£Dy;) i wektorem srednim (4 z D
jest minimalna. Problem podziatu wektorow na K podgrup zwiazany jest z minimalizacja funkcji celu:

K
J:Z (xvz_uvj)Z (3)
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Za wektory referencyjne x; (1=1,...,K) sa obierane wektory dla ktorych odlegtos¢ do wektora sredniego
w danej podgrupie jest ngimnigjsza.

Do pozostatych zatozen zaprojektowanego algorytmu PLA naleza: permutacyjna reprezentacja rozwigzania,
populacja startowa generowana losowo, cztery metody uczenia (losowe przeszukiwanie lokalne, krzyzowanie z
czesciowym odwzorowaniem PM X [6], przeszukiwanie |okalne oraz przeszukiwanie z ruchami zabronionymi -
ang.: tabu search), wspdlne kryterium selekcji (do kolejnego etapu przechodza rozwiazania, ktérych wartos¢
funkcji celu jest mnigjsza lub réwna od $rednig jej wartosci w populagji).

Populacja sktada sie z rozwiazan 0 reprezentacji permutacyjnej. Kazde rozwiazanie reprezentowane jest
przez K+y, elementéw. K pierwszych pozycji okreslaile z y, kolejnych elementéw nalezy do K-tej podgrupy. K
pierwszych pozycji nie moze rowniez przyjmowaé wartosci zero a y, kolginych liczb reprezentuje numer
wektoraz Y,.

Na pierwszym etapie kazde rozwiazanie populacji poddawane jest poprawie z uzyciem operatora losowego
przeszukiwania lokalnego. Zaprojektowana metoda zlosowo wybrang podgrupy wybiera losowo numer
wektora i przydziela go do inngj losowo wybranegj podgrupy w danym rozwiazaniu. Jesli wartos¢ funkcji J
nowego otrzymanego rozwiazania jest mniejsza od jej wartosci obliczonej dla poprawianego rozwiazania to
nowe rozwiazanie jest akceptowane i zastepuje rozwiazanie poprawiane, w przeciwnym razie jest odrzucane.
Zaakceptowanie nowego rozwigzania wigze Sie réwniez z uaktualnieniem liczebnosci wektoréw
w poszczegolnych podgrupach.

Druga metoda poprawy wykorzystuje mechanizm krzyzowania z czesciowym odwzorowaniem (PMX) [6].
Poprawiane rozwiazanie populacji jest krzyzowane z innym rozwiazaniem populacji wybranym z wykorzysta-
niem mechanizmu losowego. Jesli wartos¢ funkcji J ktéregos z dwéch potomkéw otrzymanych w drodze krzy-
zowania jest mniejsza od jg wartosci obliczonej dla poprawianego rozwiazania to potomek ten zastgpuje roz-
wiazanie poprawiane. W przeciwnym wypadku potomek wykazujacy lepsze przystosowanie poddawany jest
poprawie przez dziatanie operatora przeszukiwania lokal hego.

Operator przeszukiwania lokalnego dla losowo wybranego elementu (tj. numeru wektora) z rozwiazania
poprawianego oblicza jego odlegtos¢ euklidesowa do wszystkich wektoréw srednich pozostatych podgrup,
anastepnie przydziela go do podgrupy, gdzie ta odlegtos¢ jest ngjmnigjsza. Jesli wartos¢ funkcji J tak zmodyfi-
kowanego rozwiazania ulega zmnigjszeniu to rozwiazanie to jest akceptowane wraz z uaktualnieniem liczeb-
nosci wektoréw w poszczegolnych podgrupach, w przeciwnym przypadku jest odrzucane.

Czwarty z operatorow poprawy wykorzystuje mechanizm przeszukiwania z ruchami zabronionymi operujac

pamigcia ruchow zabronionych SM. W metodzie tej losowo wybrany numer wektora p{ (j=1...y,) rozwigzania

i populacji P= {pi} (i=1,...,M), gdzie M jest wielkoscia populacji, jesli nie nalezy do SM, jest przydzielany
kolejno do wszystkich pozostatych podgrup. Jesli przydzielenie wektora do inngj podgrupy daje zmnigjszenie
wartosci funkcji J rozwigzania i, to zmodyfikowane rozwiazanie jest akceptowane, j&sli nie, to procedurq przy-
porzadkowania do poszczegdlnych podgrup przeprowadza sie dla wektora p{ 1 a nastepnie dla p{ 1 Jesli
zmiana przynaleznosci do podgrup dla wektorow odpowiednio: p{ , p{ 1 p{ e przyniesie poprawy
jakosci rozwiazania to numer wektora p{ zostaje umieszczony w pamigci SM i pozostaje w nigj przez s ite-
racji. Wszystkie opisane procedury na poszczegélnych etapach algorytmu PLA poprawiaja kazde rozwiazanie
populagji ¢ krotnie, gdzie c jest liczba iteracji dla procedur poprawy.

2.3 Selekcjawektor 6w referencyjnych w rozproszonym systemie baz danych

Zastosowanie agorytmu IRA do selekcji wektoréw referencyjnych w rozproszonym systemie baz danych
opiera sie¢ na dwupoziomowym przetwarzaniu danych. Jest to typowe podejscie do odkrywania wiedzy w roz-
proszonych zbiorach danych [12]. Algorytmu IRA w rozproszonym systemie baz danych wymaga wykonania
dwoch krokow. Pierwszy krok wykonywany jest na poziomie lokalnym i dotyczy selekcji wektorow
referencyjnych oraz utworzenia reprezentatywnych zbiorow danych. Drugi krok dotyczy zintegrowania
wektoréw referencyjnych, ktére zostaty wyselekcjonowane na poziomie lokalnym. Krok ten odbywa sie na
etapie globalnym przetwarzania.

Fizyczna implementacja dwupoziomowego systemu przetwarzania danych opiera Si¢ nha systemie
wigloagentowym [13]. W takim systemie selekcja wektoréw referencyjnych realizowany jest przez agentéw
programowych o kodzie zrédtowym takim jak algorytm IRA. System réwniez opiera sie na protokole
komunikacyjnym zwiazanym z przesytaniem zbioréw reprezentatywnych z poziomu lokalnego przetwarzania
na poziom globalny. Na poziomie globalnym nastepuje integracja wektorow oraz rozpoczyna sie globana
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analiza danych realizowana w oparciu o narzedzia uczenia maszynowego. Architekture systemu dla problemu
odkrywaniawiedzy w rozproszonym systemie baz danych przedstawiono na Rysunku 1.

Poziom globalny
Aplikacje globalne
Globalna analiza danych

Integracja wektordw
referencynych z rozproszonych
zrodel danych

Agenci programowi

“ “ “ Rozproszone zradla danych

Poziom lokalny
Aplikacje lokalne
Wektory lokalne
Lokalna analiza danych

DE2 -

Rysunek 1. Architektura dwupoziomowego przetwarzania danych w rozproszonym systemie baz danych

3 Eksperyment obliczeniowy

Celem przeprowadzonego eksperymentu obliczeniowego byto poréwnanie jakosci klasyfikacji uzyskang przez
uczenie klasyfikatora zredukowanym zbiorem treningowych oraz z uzyciem oryginalnego, petnego zbioru
treningowego. Eksperymenty obliczeniowe zostaty przeprowadzone dla dwéch przypadkéw redukcji zbioru
treningowego, tj. dla przypadku ze scentralizowana oraz rozproszona baze¢ danych. W oparciu na otrzymanych
wynikach przeprowadzono analize wptywu redukcji przyktaddw uczacych najakosé¢ uczeniaklasyfikatora. Jako
klasyfikator wykorzystano algorytm C 4.5 [8].

Eksperymenty przeprowadzono dla danych dotyczacych oceny zdolnosci kredytowej. Problem oceny
zdolnosci kredytowej klienta (ang.: The Customer Intelligence in The Banking) byt przedmiotem konkursu
ogtoszonego w 2002 roku w ramach projektu EUNITE - EUropean Network on Intelligent TEchnologies for
Smart Adaptive Systems [2]. Poszczegdlne przyktady opisuja zdolnosé¢ kredytowa klienta, ktdra jest oznaczona
jako active lub non-active. Dane dwuklasowego problemu sktadaja sie ze zbioru 24000 przyktadéw. Kazdy
przyktad opisany jest 36 cechami o wartosciach rzeczywistych, catkowitych i binarnych.

Eksperymenty obliczeniowe przeprowadzono w oparciu o test 10 - krotnej walidacji skrosnej. W przypadku
badania wptywu redukcji danych zapisanych w scentralizowanym zbiorze danych na jakos¢ klasyfikacji zbiér
danych podzielony zostat na 10 rownych czesci a algorytm IRA stosowano do redukcji zbioru treningowego
skladgjacego Sie z 9 czesci, z ktdrych nastepnie wygenerowano zredukowany zbior treningowy stanowiacy
wejscie dla wybranego algorytmu uczenia maszynowego. Pozostata 10-ta czg$¢ postuzyta do testowania
algorytmu uczenia. Nastepnie przeprowadzono 10-krotna ocene dziatania klasyfikatora z wykorzystaniem 10
par zredukowanych zbioréw treningowych itestowych. Ostatecznie wyznaczono $rednia trafnosci
klasyfikowania. Przyjety sposob weryfikacji wptywu redukcji przyktadéw na jakosé¢ klasyfikacji przedstawiono
w pracy [11].

W przypadku eksploracji danych w oparciu o rozproszone zrodta danych zbidr 24000 przyktaddw
podzielono losowo na zbidr treningowy i testowy zawieragjace odpowiednio 22000 i 2000 przykladdéw. Nas-
tepnie, tak jak mato migjsce w przypadku rozproszonych zrédet danych, zbidr treningowy podzielono, z wyko-
rzystaniem mechanizmu losowego, na trzy niezalezne zbiory danych. W kolejnym kroku kazdy z podzbioréw
byt poddany redukcji z uzyciem algorytmu IRA. Ostatecznie wektory referencyjne z kazdego z podzbioréw
zostaly potaczone i utworzono zbidr treningowy dla algorytmu uczenia maszynowego. Test powtOrzono
dziesieciokrotnie dla réznych podziatéw na zbidr treningowy i testowy, oraz trzykrotnie dla réznych podziatéw
na zbiory systemu rozproszonego wynoszacych odpowiednio (5415, 11150, 5435), (6430, 9210, 6360) i (7010,
9630, 5360) el ementow.

Wszystkie eksperymenty przeprowadzono dla dziesieciu réznych wartosci wspétczynnika reprezentaci
K={1, 5, 10, 15, 20, 25, 30, 100, 150, 200} . Wyniki eksperymentéw obliczeniowych przedstawiono w Tabe-
lach 1 oraz 2. Podane wiglkosci stanowia wartos¢ usrednia po wszystkich przeprowadzonych przebiegach eks-
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perymentu obliczeniowego. Wartosci te zostaty obliczone dla trzech wariantow agorytmu C 4.5: bez przy-
cinania drzewa, z przycinaniem drzewa oraz z przycinaniem redukujacym btad.

Tabela 1 przestawia jakos¢ klasyfikacji algorytmu C 4.5 uczonego zredukowanym zbiorem danych oraz przy
wykorzystaniu petnego zbioru danych. Wyniki podane w Tabeli 1 dotycza przypadku ze scentralizowana baza
danych. Jakos¢ klasyfikacji dla réznych wartosci wspétczynnika reprezentacji przedstawiono rowniez w Tabe-
li 2, wyniki te jednak dotycza przypadku z rozproszonymi zrodtami danych. Dodatkowo poréwnanie jakosci
klasyfikacji dla C 4.5 z przycinaniem drzewa przedstawiono na Rysunku 2.

Tabela 1. Sredniajakosé klasyfikagji (w %) algorytmu C 4.5 dla przypadku ze scentralizowanym zrédtem danycc

Warto$¢ wspétczynnika poziomu reprezentacji

Peten

K=1 K=5 K=10 K=15 K=20 K=25 K=30 K=100 K=150 K=200  zbior

danych

brak przycinania 54.85 63.7 63.95 6355 654 6575 647 674 66.8 66.8 73.25
przycinanie 54.85 62.45 64.15 61.35 65.6 65.28 6485 67.25 69.05 69.6 75.5

przycinanie redukujace btad  61.85 64.15 64.55 654 63.1 6415 61.5 69.65 66.55 706  75.15

Tabela 2. Sredniajakosé klasyfikacji (w %) algorytmu C 4.5 dia przypadku z rozproszonymi zrodtami danych

Warto$¢ wspotczynnika poziomu reprezentacii

Peten

K=1 K=5 K=10 K=15 K=20 K=25 K=30 K=100 K=150 K=200  zbi6r

danych

brak przycinania 67.35 62 65.05 68.35 65 70 68.75 67.3 6955 7095 73.25
przycinanie 68.2 65 662 7054 66.75 716 715 717 735 7455 75.5

przycinanie redukujace btad  58.95 67 65.35 68.65 64.55 71.05 66.8 70.65 7345 7255 75.15

Uzyskane wyniki pokazuja, ze selekcja wektorow referencyjnych, niezaleznie od fizycznel |okalizagji
danych, gwarantuje uzyskanie zadowalgjacych rezultatéw uczenia klasyfikatora. Dla przyktadu, dla
wspotczynnika reprezentacji rownego 10 agorytm C 4.5 z przycinaniem jest w stanie zapewni¢ jakosé
klasyfikacji na poziomie 64.15% i 66.2% odpowiednio dla przetwarzania danych scentralizowanej bazy danych
i rozproszongl bazy danych. Dla wspdiczynnika reprezentacji rownego 200 jakos¢ klasyfikacji, dla
przetwarzania rozproszonych zrédet danych, wynosi 74.55%. W przypadku scentralizowanego zrodta danych
jest jakos¢ klasyfikacji jest réwna 69.6%. Dla poréwnania jakos¢ klasyfikacji oparta na pelnym zbiorze
treningowym wynosi 75.5%.

Dodatkowym elementem niezbednym do poréwnania otrzymanych wynikéw jest liczba zachowanych przez
algorytm IRA wektorow w zbiorze uczacym. Liczbg zachowanych przyktadéw oraz, odpowiednio, procent
zachowanych przyktadéw w zbiorze treningowym przedstawiono na Rysunku 3i 4. Dla przyktadu, dla
wspotczynnika reprezentacji rownego 10 liczba zachowanych przyktadéw w zbiorze treningowym wynosi 205 i
533 dla przetwarzania danych scentralizowanej bazy danych i rozproszonej bazy danych, co stanowi
odpowiednio 0.93% i 2.42%. W przypadku wspétczynnika reprezentacji rownego 200, liczby te wynosza 1322
i 3462 dla obu przypadkdéw, co stanowi odpowiednio 6.01% i 15.74%.
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Rysunek 2. Poréwnanie jakosci klasyfikacji algorytmu C 4.5 dlaréznych wspdtczynnikdw reprezentaci
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Rysunek 5. Liczbalisci drzewa decyzyjnego

Dodatkowo na Rysunku 5 przedstawiono liczbe lisci drzewa decyzyjnego w zaleznosci od wartosci wspot-
czynnika reprezentacji. Poréwnanie to dotyczy zar6wno przetwarzania scentralizowanych jak i rozproszonych
danych oraz dotyczy agorytmu z przycinaniem drzewa. Dla przyktadu, dla wspétczynnika reprezentacji
réwnego 200 liczba lisci drzewa decyzyjnego wyniosta odpowiednio 96 i 234, co swiadczy o znacznie
mnigjszej ztozonosci struktury drzewa w poréwnaniu do sytuacji budowania drzewa decyzyjnego w oparciu o
peten zbidr danych, gdzie liczbalisci wyniosta 964.

4. Zakonczenie

W pracy przedstawiono heurystyczny algorytm redukcji danych dla potrzeb uczenia maszynowego oraz eks-
ploracji danych w oparciu o scentralizowany i rozproszony system baz danych. Eksperymenty obliczeniowe
pokazaly, ze uzycie algorytmu IRA moze przyczyni¢ sie do otrzymania jakosci klasyfikacji nieznacznie
rézniacej sie od tej, jaka mozna uzyska¢ wykorzystujac, do budowy klasyfikatora, petnego zbioru danych.

Eksperymenty obliczeniowe pokazaty réwniez, ze reprezentacja wiedzy o klasyfikacji jest mnigj ztozona
w przypadku, gdy jest ona budowana w oparciu o zredukowany zbi6r danych niz, gdy opiera si¢ ona na petnym
zbiorze danych treningowych. Mnigj ztozona reprezentacja wiedzy gwarantuje jgj czytelnosé oraz jest korzystna
z obliczeniowego punktu widzenia. W ogdélnosci wniosek ten jest prawdziwy zaréwno dla drzew decyzyjnych
jak i dlawiekszosci metod reprezentacji wiedzy.

Wektory referencyjne moga by¢ rowniez gromadzone we wspdlny reprezentatywny zbior treningowy dla
narzedzi eksploracji danych, ktory, jak potwierdzity eksperymenty obliczeniowe, dziedziczy podstawowe
cechy rozproszonych zrédet danych. Algorytm IRA jest w stanie wskaza¢ istotne informacje w niezaleznych
zbiorach danych gwarantujac tym samym wysoka jakos¢ klasyfikacji na poziomie globalnym.

Eksperymenty obliczeniowe pokazaty réwniez, ze w niektérych przypadkach podziat zbioru danych na
niezalezne podzbiory, nastepnie redukcja rozmiar6w tych podzbioréw i integracja wektorow referencyjnych
moze poprawi¢ jakos¢ eksploracji w poréwnaniu do tradycyjnych podejs¢. Wniosek ten moze sugerowaé nowe
podejscie w eksploracji danych oparte na zasadzie dekompozycji i scalania.

Do kierunkéw dalszych badan naleze¢ bedzie wskazanie reguty definiowania wspéiczynnika reprezentacji
w agorytmie IRA. Dalsze badania obejma roéwniez weryfikacje innych narzedzi uczenia maszynowego pod
kontem eksploracji danych w rozproszonym systemie baz danych.
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